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ajudou-me muito profissionalmente.

Agradeço a todos os professores da UFGD que fizeram parte da minha graduação.





Resumo

As técnicas de projeção multidimensional têm sido objeto de estudo crescente nos últimos anos, dada sua

aplicabilidade na visualização de dados multidimensionais. Este trabalho é um estudo sobre uma técnica de

projeção multidimensional chamada Local Affine Multidimensional Projection (LAMP) desenvolvida por um

grupo de pesquisa do Institudo de Ciências Matemáticas e de Computação da Universidade de São Paulo.

Nosso trabalho tem o objetivo de desenvolver os procedimentos matemáticos utilizados na construção do

algoritmo, assim como implementá-lo, aplicar em com alguns conjuntos de dados e fazer uma análise dos

resultados.
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1 Introdução

As técnicas de projeção multidimensional são ferramentas muito importantes para a visualização de dados

de alta dimensão. A imagem do núcleo de uma célula obtida em um exame de câncer de mama, por exemplo,

contém várias informações que podem ser descritas em um vetor cujas colunas podem representar a medida

do raio do núcleo, textura, peŕımetro, área, simetria entre outros atributos. Esse vetor de dimensão n é um

ponto no espaço cartesiano Rn. Uma análise de várias células, digamos m, permite a construção de uma

matriz com m linhas e n colunas, onde cada linha representa um ponto no espaço Rn. Visualizar esses pontos

e as distâncias entre eles é uma tarefa imposśıvel no espaço original quando m e n assumem valores grandes.

Desse modo, uma técnica de projeção multimensional pode levar esses pontos de Rn para o espaço visual R2

facilitando, ou permitindo, a visualização do conjunto de dados.

Este trabalho traz um estudo sobre uma técnica de projeção multimensional, a Local Affine Multidimenso-

nal Projection - LAMP. A LAMP utiliza uma base matemática para fazer as projeções dos dados apoiando-se

em mapeamentos ortogonais, de modo a preservar as distâncias entre os pontos no espaço original em suas

projeções. Estudamos os conceitos necessários para entender a técnica e refizemos todas as contas que validam

a projeção, inclusive as que não são apresentadas no artigo original.

No Caṕıtulo 2, apresentamos os conceitos matemáticos necessários para a formulação da LAMP. Os

conceitos mais gerais estão compreendidos nas áreas de Álgebra Linear e Cálculo de Duas Variáveis, de modo

que as definições foram sua maioria retiradas de (LIMA, 2016) e (STEWART, 2013), mas também citamos

a solução de um dos problemas de Procrustes de (GOWER; DIJKSTERHUIS, 2014).

O Caṕıtulo 3 é destinado à formulação da LAMP, tal como descrito em (JOIA et al., 2011). Neste caṕıtulo,

partimos das definições de cada elemento que envolve a projeção dos dados multidimensionais, desenvolvemos

todos os passos necessários para a projeção dos pontos e, ao final, descrevemos o algoritmo da LAMP.

No Caṕıtulo 4, aplicamos a LAMP a cinco conjuntos de dados com caracteŕısticas diferentes e fazemos

uma interpretação dessas projeções, bem como apresentamos a função stress que é uma métrica para a

qualidade das projeções que auxilia na escolha do posicionamento dos pontos de controle.

O Caṕıtulo 5 traz as conclusões do trabalho.
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2 Conceitos e resultados preliminares

Neste caṕıtulo apresentaremos alguns conceitos e resultados necessários para a formulação da LAMP.

Sejam E e F espaços vetoriais sobre o corpo do reais. Uma transformação linear A : E → F é uma

correspondência que associa a cada vetor v ∈ E um vetor A(v) = A · v = Av ∈ F de modo que valham, para

quaisquer u, v ∈ E e α ∈ R, as relações:

A(u+ v) = Au+Av,

A(α · v) = α ·Av.

De modo geral, dados v1, v2, . . . , vm vetores em E e α1, α2, . . . , αm ∈ R, vale

A(α1v1 + α2v2 + · · ·+ αmvm) = α1Av1 + α2Av2 + · · ·+ αmAvm.

As transformações lineares A : E → E do espaço vetorial E em si mesmo são chamadas operadores lineares

em E. Por sua vez, as transformações lineares φ : E → R, com valores numéricos, são chamadas funcionais

lineares.

Exemplo: Seja V = Pn(R) o espaço vetorial de todos os polinômios com coeficientes reais e grau menor do

que ou igual a n. A função D : V → V que dá a derivada de um polinômio p, definida por (Dp)(x) = p′(x),

para todo p ∈ V , é uma transformação linear, pois

(D(p+ q))(x) = (p+ q)′(x) = (p(x) + q(x))′

= p′(x) + q′(x) = (Dp)(x) + (Dq)(x)

= (Dp+Dq)(x), ∀p, q ∈ V

e

(D(αp))(x) = (αp)′(x) = αp′(x) = α(Dp)(x)

= (α(Dp))(x), ∀α ∈ R e p ∈ V.

D é um operador linear, pois é uma transformação linear de V em V .

Um produto interno num espaço vetorial E sobre R é uma função 〈·, ·〉 : E × E → R que associa a cada

par de vetores u, v ∈ E um número real 〈u, v〉 chamado produto interno de u por v, de modo que sejam

válidas as seguintes propriedades, para quaisquer u, u′, v, v′ ∈ E e α ∈ R:

Bilinearidade: 〈u+ u′, v〉 = 〈u, v〉+ 〈u′, v〉, 〈αu, v〉 = α〈u, v〉, 〈u, v + v′〉 = 〈u, v〉+ 〈u, v′〉, 〈u, αv〉 =

α〈u, v〉;
Comutatividade (simetria): 〈u, v〉 = 〈v, u〉
Positividade: 〈u, u〉 > 0, se u 6= 0.

Dado um vetor u, o número não-negativo |u| =
√
〈u, u〉 chama-se a norma ou o comprimento do vetor u.

Com essa notação, tem-se |u|2 = 〈u, u〉 e a igualdade

〈u+ v, u+ v〉 = 〈u, u〉+ 〈u, v〉+ 〈v, u〉+ 〈v, v〉

lê-se: |u+ v|2 = |u|2 + |v|2 + 2〈u, v〉, pelas propriedades de produto interno e definição de norma.
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Quando |u| = 1, diz-se que u ∈ E é um vetor unitário e todo vetor u 6= 0 pode ser escrito como u = |u| ·u′,
onde u′ é um vetor unitário. Um vetor unitário u′ na direção de u é dado por u′ =

u

|u|
.

Exemplo: Tomando o espaço vetorial V = R2, dados u = (x1, y1) ∈ V e v = (x2, y2) ∈ V , um produto

interno em V é dado por

〈u, v〉 = 〈(x1, y1), (x2, y2)〉 = x1x2 + y1y2.

Esse produto interno é chamado de produto interno usual.

O produto interno usual em R2 define uma norma dada por

|u| =
√
〈u, u〉 =

√
x1x1 + y1y1 =

√
x21 + y21 ,

chamada Norma Euclideana.

De modo geral, segundo (GOLUB; LOAN, 1996, p. 55), seja R o corpo dos números reais e Rm×n o

espaço vetorial de todas as matrizes m× n cujas entradas são elementos de R.

Uma norma é uma função ‖ · ‖: Rm×n → R que satisfaz as seguintes condições:

∀α ∈ R, ∀A,B ∈ Rm×n

• ‖ αA ‖= |α| · ‖ A ‖

• ‖ A+B ‖ ≤ ‖ A ‖ + ‖ B ‖ (Desigualdade triangular)

• ‖ A ‖ ≥ 0

• ‖ A ‖= 0 se, e somente se, A = 0 (Sendo 0 o vetor nulo de Rm×n).

No caso das matrizes quadradas (m = n), algumas normas matricias satisfazem a seguinte condição:

• ‖ AB ‖≤‖ A ‖ · ‖ B ‖.
As normas que satisfazem essa condição são ditas normas submultiplicativas.

Exemplos:

Norma 1 da matriz A, dada por

‖ A ‖1= max
1≤j≤n

m∑
i=1

|aij | ,

que é a maior soma dos valores absolutos das colunas da matriz.

Norma infinito (ou do máximo) da matriz A, dada por

‖ A ‖∞= max
1≤j≤m

n∑
j=1

|aij | ,

que é a maior soma dos valores absolutos das linhas da matriz.

A norma espectral

‖ A ‖2=
√
λmax(ATA) = σmax(A),

em que λmax(ATA) é o maior autovalor de (ATA) e σmax(A) é o maior valor singular de A.

Essas normas tratam matrizes m×n como vetores de tamanho mn e usam conhecidas normas de vetores.

Sejam (a1, . . . , an) as colunas de uma matriz Am×n. A norma L2,1 é a soma das normas euclideanas das

colunas de A:

‖ A ‖2,1=

n∑
j=1

‖ aj ‖2=

n∑
j=1

(
m∑
i=1

|aij |2
) 1

2

.
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A norma L2,1 pode ser generalizada para Lp,q, com p, q ≥ 1, definida como

‖ A ‖p,q=

 n∑
j=1

(
m∑
i=1

|aij |p
) p

q

 1
q

.

A Norma de Frobenius, ou Norma de Hilbert-Schmidt, é a norma Lp,q quando p = q = 2. Essa norma

pode ser definida de várias maneiras:

‖ A ‖F = L2,2 =

 n∑
j=1

(
m∑
i=1

|aij |2
) 2

2


1
2

=

 n∑
j=1

(
m∑
i=1

|aij |2
) 1

2

=

√√√√ n∑
j=1

m∑
i=1

|aij |2.

Outra forma de definir a norma de Frobenius é pelo produto interno de Frobenius, definido da seguinte

forma:

Sejam A e B matrizes m× n, o produto interno de Frobenius é

〈A,B〉F = tr(ATB).

Portanto,

〈A,A〉F = ‖ A ‖2F .

É posśıvel provar que o produto interno entre dois vetores u, v ∈ R2 é dado por 〈u, v〉 = |u| |v| cos θ.

Assim, pode-se perceber que dados dois vetores perpendiculares, que formam um ângulo θ = 90o entre si,

possuem produto interno

〈u, v〉 = |u| |v| cos 90o = |u| |v| · 0 = 0.

Geralmente, dados dois vetores u, v ∈ R2, dizemos que esses vetores são ortogonais (ou perpendiculares)

quando 〈u, v〉 = 0. Um conjunto X ⊂ E diz-se ortogonal quando dois vetores distintos quaisquer de X são

ortogonais. Se além de ortogonais, todos os vetores de X são unitários, então X é chamado de ortonormal.

Portanto, o conjunto X ⊂ E é ortonormal se, e somente se, dados u, v ∈ X tem-se 〈u, v〉 = 0 se u 6= v e

〈u, v〉 = 1 se v = u.

Exemplo: Seja X = {u, v} ⊂ R2 de modo que u =

(√
2

2
,

√
2

2

)
e v =

(
−
√

2

2
,

√
2

2

)
.

O produto interno usual dos vetores de X para u 6= v é

〈u, v〉 =

√
2

2

(
−
√

2

2

)
+

√
2

2
·
√

2

2
= −2

4
+

2

4
= 0.

Para u = v é

〈u, u〉 =

√
2

2
·
√

2

2
+

√
2

2
·
√

2

2
=

2

4
+

2

4
= 1

e

〈v, v〉 = −
√

2

2

(
−
√

2

2

)
+

√
2

2
·
√

2

2
=

2

4
+

2

4
= 1.

Portanto, X ⊂ R2 é um conjunto ortonormal.

Uma matriz u ∈ M(m × n), cujas n colunas formam um conjunto ortonormal em Rm, chama-se matriz

ortogonal.
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Ou, de outro modo, dado u ∈ Rm×n, a matriz u é ortogonal se, e somente se, uT · u = In, em que In é a

matriz identidade de ordem n, e uT é a matriz transposta de u.

A igualdade uT · u = In significa que as linhas de u formam um conjunto de n vetores ortonormais em

Rm. Portanto, para matrizes quadradas, colunas ortonormais equivalem a linhas ortonormais.

Se u ∈ Rn×p e v ∈ Rm×n são ortogonais, então (vu)T vu = uT vT vu = uT Inu = uTu = Ip, logo, o produto

vu é ortogonal.

Se u ∈ Rn×n é ortogonal, então (uT )T · uT = u · uT = In, logo, uT = u−1 também é ortogonal.

Dada uma matriz M de uma transformação linear A : E → F , M é dita ortogonal se MTM = IE ,

onde MT é matriz transposta de M . Uma das propriedades de matrizes ortogonais é que elas preservam as

distâncias, ou seja, dadas duas matrizes u, v ∈ Rm×n, segundo (LIMA, 2016, p. 177),

|Au−Av| = |u− v| . (2.1)

Exemplo: Dada a matriz

A =



−1

3

2

3

2

3

2

3
−1

3

2

3

2

3

2

3
−1

3


e sua transposta

AT =



−1

3

2

3

2

3

2

3
−1

3

2

3

2

3

2

3
−1

3


,

temos

ATA =


1 0 0

0 1 0

0 0 1

 .

Portanto, A é uma matriz ortogonal.

A Decomposição em Valores Singulares de uma matriz real retangular M é definida da seguinte maneira:

Se M ∈ Rm×n é uma matriz m× n com números reais, então existem matrizes ortogonais

U =
[
u1, . . . , um

]
∈ Rm×m e V =

[
v1, . . . , vm

]
∈ Rn×n

tais que

UTAV = diag(σ1, . . . , σp) ∈ Rm×n, p = min{m,n},

onde σ1 ≥ σ2 ≥ · · · ≥ σp ≥ 0 e σi são os valores singulares de M .

Dada uma matriz quadrada M ∈ Rn×n, a Decomposição em Valores Singulares de M é M = UDV T ,

onde Un×n é uma matriz ortogonal, Dn×n é uma matriz diagonal em que as entradas σi de D são os valores

singulares de M e Vn×n é uma matriz ortogonal.
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Um dos Problemas Ortogonais de Procrustes, (GOWER; DIJKSTERHUIS, 2014, p. 29), é justamente

encontrar a matriz quadrada e ortogonal Mn×n que minimiza a expressão

‖ AM −B ‖, sujeito a MTM = I,

com A e B de ordem m× n.

A solução do problema diz que M é dada por M = V UT , onde V e U são duas das matrizes obtidas na

decomposição em valores singulares de ATB = UDV T . Ou seja, para encontrar a matriz M , basta fazer a

decomposição em valores singulares de ATB.

Uma função f de duas variáveis é uma regra que associa a cada par ordenado de números reais (x, y) de

um conjunto D um único valor real denotado por f(x, y). O conjunto D é o domı́nio de f e sua imagem é

o conjunto de valores posśıveis de f , ou seja, {f(x, y) | (x, y) ∈ D}. Um exemplo de uma função de duas

variáveis é a função f(x, y) = −x2 − y2 + 5, cujo gráfico está representado na Figura 1.

Figura 1 – Gráfico da função f(x, y) = −x2 − y2 + 5.

Fonte: O autor.

Se f é uma função de duas variáveis, suas derivadas parciais em (x, y) são as funções
∂f

∂x
(x, y) e

∂f

∂y
(x, y)

definidas por

∂f

∂x
(x, y) = lim

h→0

f(x+ h, y)− f(x, y)

h

e

∂f

∂y
(x, y) = lim

h→0

f(x, y + h)− f(x, y)

h
.
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Para determinar
∂f

∂x
(x, y), basta tratar y como constante e derivar a função de uma variável fy(x) =

f(x, y) com relação a x. Analogamente, para determinar
∂f

∂y
(x, y), basta tratar x como constante e derivar

a função de uma variável fy(x) = f(x, y) com relação a y.

Um ponto (a, b) é chamado ponto cŕıtico de f se
∂f

∂x
(a, b) = 0 e

∂f

∂y
(a, b) = 0, ou se uma das derivadas

parciais não existir.

Uma função de duas variáveis f(x, y) tem um máximo local em (a, b) se f(x, y) ≤ f(a, b) para todos

os pontos (x, y) quando (x, y) está próximo de (a, b). O número f(a, b) é chamado valor mı́nimo local se

f(x, y) ≥ f(a, b) quando (x, y) está próximo de (a, b). Se f(x, y) ≤ f(a, b) (ou f(x, y) ≥ f(a, b)) for satisfeita

para todos os pontos (x, y) do domı́nio de f , então f tem um máximo absoluto (ou mı́nimo absoluto). A

Figura 2 mostra exemplos de máximo e mı́nimo locais.

Figura 2 – Exemplos de máximo e mı́nimo locais.

(a) A = (0, 0) é máximo local de f(x, y) = −x2 − y2 + 5.

Fonte: O autor.

(b) B = (2, 0) é mı́nimo local de f(x, y) = (x− 2)2+y2+1.

Fonte: O autor.

Se f tem um máximo ou mı́nimo local em (a, b), e as derivadas parciais de primeira ordem
∂f

∂x
(a, b) e

∂f

∂y
(a, b) de f existem nesses pontos, então

∂f

∂x
(a, b) = 0 e

∂f

∂y
(a, b) = 0. Isso garante que todos os pontos

de máximo ou mı́nimo locais são também pontos cŕıticos, porém nem todos os pontos cŕıticos são pontos

de máximo ou mı́nimo locais (STEWART, 2013, p. 850). Nesse caso, (a, b) é um ponto de sela, que, como

mostra a Figura 3, é um ponto de máximo em uma direção, porém é ponto de mı́nimo em outra.

Também, segundo (STEWART, 2013, p. 851), supondo que as segundas derivadas parciais de f sejam

cont́ınuas em uma bola aberta com centro em (a, b) e supondo que
∂f

∂x
(a, b) = 0 e

∂f

∂y
(a, b) = 0 (ou seja, (a, b)

é ponto cŕıtico de f), seja

D = D(a, b) =
∂2f

∂x2
(a, b)

∂2f

∂y2
(a, b)−

[
∂2f

∂x∂y
(a, b)

]2
.

a) Se D > 0 e
∂2f

∂x2
(a, b) > 0, então f(a, b) é um mı́nimo local.

b) Se D > 0 e
∂2f

∂x2
(a, b) < 0, então f(a, b) é um máximo local.

c) Se D < 0, então f(a, b) não é mı́nimo local e nem máximo local.

Algumas observações:
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Figura 3 – C = (0, 0) é um ponto de sela da função f(x, y) = y2 − x2.

Fonte: O autor.

• No caso c), o ponto (a, b) é chamado de ponto de sela de f .

• D = 0 não dá nenhuma informação: (a, b) pode ser máximo local, mı́nimo local ou ponto de sela de f .
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3 A LAMP

A Local Affine Multidimensional Projection ou LAMP é uma técnica de projeção de dados multidimensi-

onais que usa um conjunto de amostras, chamadas de pontos de controle, para criar, para cada instância de

um banco de dados, uma transformação ortogonal afim que faz a projeção desses dados para o espaço visual

(R2). Dessa maneira, a LAMP permite ao usuário uma interação com a projeção, sendo esta determinada

pelo posicionamento dos pontos de controle no espaço visual.

Denotemos nosso conjunto de dados por X , onde cada elemento x em X é um vetor de dimensão m, ou

seja, x ∈ Rm. Desse modo, o conjunto dos pontos de controle, que é um subconjunto de X , será denotado

por Xs = {x1, x2, ..., xk}, onde cada ponto de controle xi é escolhido pelo usuário. Os pontos de controle são

os elementos de X cuja projeção no plano será feita pelo usuário.

X será descrito como uma matriz n×m em que cada linha é uma instância x de dimensão m.

Xs será representado por uma matriz de k linhas e m colunas, k < n, em que cada linha é um ponto de

controle xi.

X =


...

· · ·x · · ·
...


n×m

e Xs =


· · ·x1 · · ·
· · ·x2 · · ·

...

· · ·xk · · ·


k×m

Esses k elementos de Xs são projetados um a um no plano R2 pelo usuário e o conjunto de pontos

projetados Ys = {y1, y2, ..., yk} é representado por uma matriz de k linhas e duas colunas (cada coluna de

uma instância yi = (y1i , y
2
i ) é uma coordenada da projeção do ponto xi em R2).

Ys =


y11 y21

y12 y22
...

...

y1k y2k


k×2

Dada uma instância x do conjunto de dados X , a LAMP leva x para o espaço visual R2 encontrando a

transformação afim fx : Rm → R2, tal que fx(p) = pM + t, que minimiza

E =

k∑
i=1

αi ‖ fx(xi)− yi ‖2, sujeito a MTM = I, (3.1)

em que a norma utilizada é a euclidiana, Mm×2 e t1×2 são desconhecidos, I é a matriz identidade e αi são

pesos escalares definidos como

αi =
1

‖ xi − x ‖2
. (3.2)

Os pesos αi fazem com que, dada uma instância x, os pontos de controle mais próximos dela tenham maior

importância no cálculo da projeção de x. Por outro lado, quanto maior a distância de x a um ponto de

controle xi, menor será o valor de αi e, consequentemente, menor será a influência de xi na projeção de x.

Aqui é importante destacar o motivo do uso da restrição MTM = I. Restringindo M a uma matriz

ortogonal, temos a garantia, na equação (2.1), de que uma transformação linear cuja matriz é M preserva as

distâncias dos vetores de entrada no transformados de M . Dessa maneira, qualquer distorção na escolha do
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posicionamento dos pontos de controle é mantida da melhor maneira posśıvel, evitando um aumento do erro

na projeção.

Podemos reescrever E da seguinte maneira:

E =
1

‖ x1 − x ‖2
‖ fx(x1)− y1 ‖2 +

1

‖ x2 − x ‖2
‖ fx(x2)− y2 ‖2 + · · ·+ 1

‖ xk − x ‖2
‖ fx(xk)− yk ‖2

tal que MTM = I.

Como todos os valores xi, yi e x são dados, sendo M = [Mij ] e t = (t1, t2) podemos reescrever E como:

E = E(M, t) = E(M11,M12,M21,M22, ...,Mm1,Mm2, t1, t2)

=

k∑
i=1

αi ‖ fx(xi)− yi ‖2=

k∑
i=1

αi ‖ xiM + t− yi ‖2 .

Temos que o produto xiM = ((xiM)1, (xiM)2) é um vetor de duas dimensões, pois [xi]1×m · [M ]m×2 é

uma matriz [xiM ]1×2. Assim,

E =

k∑
i=1

αi ‖ ((xiM)1, (xiM)2) + (t1, t2)− ((y1i , y
2
i ) ‖2

=

k∑
i=1

αi ‖ ((xiM)1 + t1 − y1i , (xiM)2 + t2 − y2i )) ‖2

=

k∑
i=1

αi

[√
((xiM)1 + t1 − y1i )

2
+ ((xiM)2 + t2 − y2i )

2
]2

=

k∑
i=1

αi

[(
(xiM)1 + t1 − y1i

)2
+
(
(xiM)2 + t2 − y2i

)2]
=

k∑
i=1

αi

[
(xiM)1 + t1 − y1i

]2
+

k∑
i=1

αi

[
(xiM)2 + t2 − y2i

]2
. (3.3)

Como estamos trabalhando no problema de minimização da função E, é natural que procuremos uma

matriz t que torne o valor de E o menor posśıvel. Ou seja, devemos encontrar os pontos cŕıticos de E em

relação a t. Tomando as derivadas parciais de E em relação a t iguais a zero, é posśıvel reescrever t em função

de xi, yi e x encontrando suas duas coordenadas t1 e t2:

∂E

∂t1
=

k∑
i=1

2αi((xiM)1 + t1 − y1i ) = 0.

Note em (3.3) que como o segundo somatório não depende de t1, então sua derivada em relação a t1 é
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nula. Assim,

∂E

∂t1
=

k∑
i=1

2αi((xiM)1 + t1 − y1i ) = 0

⇒ 2

k∑
i=1

αi((xiM)1 + t1 − y1i ) = 0

⇒
k∑

i=1

αi((xiM)1 + t1 − y1i ) = 0

⇒ α1((x1M)1 + t1 − y11) + α2((x2M)1 + t1 − y12) + · · ·+ αk((xkM)1 + t1 − y1k) = 0

⇒ α1((x1M)1 − y11) + α2((x2M)1 − y12) + · · ·+ αk((xkM)1 − y1k) + α1t1 + α2t1 + · · ·+ αkt1 = 0

⇒
k∑

i=1

αi((xiM)1 − y1i ) + t1

k∑
i=1

αi = 0

⇒ t1 = −

k∑
i=1

αi((xiM)1 − y1i )

k∑
i=1

αi

.

Portanto,

t1 =

k∑
i=1

αi(y
1
i − (xiM)1)

k∑
i=1

αi

. (3.4)

Analogamente,

∂E

∂t2
=

k∑
i=1

2αi((xiM)2 + t2 − y2i ) = 0⇒ t2 =

k∑
i=1

αi(y
2
i − (xiM)2)

k∑
i=1

αi

. (3.5)

Como é verificável, fixando as demais variáveis, t = (t1, t2) é um ponto de mı́nimo local da função E, pois

tomando as segundas derivadas parcias

∂2E

∂t21
(t1, t2) =

k∑
i=1

2αi,
∂2E

∂t22
(t1, t2) =

k∑
i=1

2αi,
∂2E

∂t1∂t2
(t1, t2) = 0

∂2E

∂t2∂t1
(t1, t2) = 0,

temos D =

(
k∑

i=1

2αi

)2

− (0)2 =

(
k∑

i=1

2αi

)2

> 0, pois αi > 0. Simultaneamente,
∂2E

∂t21
(t1, t2) =

k∑
i=1

2αi > 0.

Portanto, E tem um mı́nimo local na direção de t.

De (3.4) e (3.5), temos

t = (t1, t2) =


k∑

i=1

αi(y
1
i − (xiM)1)

k∑
i=1

αi

,

k∑
i=1

αi(y
2
i − (xiM)2)

k∑
i=1

αi

 .
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Fazendo α =

k∑
i=1

αi e colocando em evidência os fatores comuns, temos

t =

k∑
i=1

αi

α

(
y1i − (xiM)1, y

2
i − (xiM)2

)
=

k∑
i=1

αi

α

(
y1i , y

2
i

)
−

k∑
i=1

αi

α
((xiM)1, (xiM)2) .

Usando yi = (y1i , y
2
i ) e lembrando de (3.3) que xiM é um vetor de duas dimensões, reescrevemos t como

t =

k∑
i=1

αiyi
α
−

k∑
i=1

αixi
α

M. (3.6)

Fazendo ỹ =

k∑
i=1

αiyi
α

e x̃ =

k∑
i=1

αixi
α

, temos

t = ỹ − x̃M. (3.7)

De (3.1), temos

E =

k∑
i=1

αi ‖ fx(xi)− yi ‖2=

k∑
i=1

αi ‖ xiM + t− yi ‖2 .

Pela equação (3.7),

E =

k∑
i=1

αi ‖ xiM + ỹ − x̃M − yi ‖2=

k∑
i=1

αi ‖ (xi − x̃)M − (yi − ỹ) ‖2 .

Fazendo x̂i = xi − x̃ e ŷi = yi − ỹ, temos

E =

k∑
i=1

αi ‖ x̂iM − ŷi ‖, sujeito a MTM = I. (3.8)

Partiremos daqui para encontrar a forma matricial do problema

‖ AM −B ‖2F , sujeito a MTM = I, (3.9)

onde ‖ · ‖F é a norma de Frobenius e as matrizes A e B são dadas por

A =


√
α1x̂1
√
α2x̂2
...

√
αkx̂k

 e B =


√
α1ŷ1
√
α2ŷ2
...

√
αkŷk

 . (3.10)

Para isso, deveremos verificar as dimensões de cada vetor do problema. Temos que ỹ =

k∑
i=1

αiyi
α

e

x̃ =

k∑
i=1

αixi
α

e desse modo, podemos escrever x̃ como

x̃ =
1

α
(α1x1 + α2x2 + · · ·+ αkxk)

=
1

α

[
α1

(
x11, x

2
1, · · · , xm1

)
+ α2

(
x12, x

2
2, · · · , xm2

)
+ · · ·+ αk

(
x1k, x

2
k, · · · , xmk

)]
∈ Rm.
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Analogamente, ỹ pode ser escrito como

ỹ =
1

α

[
α1

(
y11 , y

2
1

)
+ α2

(
y12 , y

2
2

)
+ · · ·+ αk

(
y1k, y

2
k

)]
∈ R2.

Temos ainda

x̂i = xi − x̃ =
(
x1i , x

2
i , . . . , x

m
i

)
−
(
x̃1, x̃2, . . . , x̃m

)
⇒ x̂i ∈ Rm

e

ŷi = yi − ỹ =
(
y1i , y

2
i

)
−
(
ỹ1, ỹ2

)
⇒ ŷi ∈ R2. (3.11)

Assim, podemos escrever as matrizes A, B e M como

A =


√
α1x̂

1
1

√
α1x̂

2
1 · · · √α1x̂

m
1√

α2x̂
1
2

√
α2x̂

2
2 · · · √α2x̂

m
2

...
...

. . .
...

√
αkx̂

1
k

√
αkx̂

2
k · · · √αkx̂

m
k


k×m

, B =


√
α1ŷ

1
1

√
α1ŷ

2
1√

α2ŷ
1
2

√
α2ŷ

2
2

...
...

√
αkŷ

1
k

√
αkŷ

2
k


k×2

e M =


M11 M12

M21 M22

...
...

Mm1 Mm2


m×2

(3.12)

e verificar que é posśıvel fazer o produto matricial [AM ]k×2 de Ak×m por Mm×2 e a subtração [AM ]k×2−
Bk×2.

Verificadas as condições para as operações entre as matrizes, resta justificar o uso da norma de Frobenius.

Usando as matrizes A e M podemos encontrar o elemento geral (AM)ij da matriz AM :

AM =


√
α1x̂

1
1M11 +

√
α1x̂

2
1M21 + · · ·+√α1x̂

m
1 Mm1

√
α1x̂

1
1M12 +

√
α1x̂

2
1M22 + · · ·+√α1x̂

m
1 Mm2

√
α2x̂

1
2M11 +

√
α2x̂

2
2M21 + · · ·+√α2x̂

m
2 Mm1

√
α2x̂

1
2M12 +

√
α2x̂

2
2M22 + · · ·+√α2x̂

m
2 Mm2

...
...

√
αkx̂

1
kM11 +

√
αkx̂

2
kM21 + · · ·+√αkx̂

m
k Mm1

√
αkx̂

1
kM12 +

√
αkx̂

2
kM22 + · · ·+√αkx̂

m
k Mm2


(AM)ij =

[√
αix̂

1
iM1j +

√
αix̂

2
iM2j + · · ·+√αix̂

m
i Mmj

]
, i ∈ {1, 2, . . . , k}, j ∈ {1, 2}

(AM)ij =

[
m∑
l=1

√
αix̂

l
iMlj

]
, i ∈ {1, 2, . . . , k}, j ∈ {1, 2}

⇒ (AM)ij =

m∑
l=1

√
αix̂

l
iMlj , i ∈ {1, 2, . . . , k}, j ∈ {1, 2}. (3.13)

O elemento geral da matriz B é dado claramente por

Bij =
√
αiŷ

j
i , i ∈ {1, 2, . . . , k}, j ∈ {1, 2}, (3.14)

onde i é o número da linha e j é o número da coluna da matriz B.

Desse modo, a matriz AM −B apresentada em (3.9) é uma matriz k× 2 cujo elemento geral é, de (3.13)

e (3.14), dado por

(AM −B)ij =

(
m∑
l=1

√
αix̂

l
iMlj

)
−
√
αiŷ

j
i =
√
αi

[(
m∑
l=1

x̂liMlj

)
− ŷji

]
, i ∈ {1, 2, . . . , k}, j ∈ {1, 2}.
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Aplicando a norma de Frobenius à essa forma geral de (AM −B), temos

‖ AM −B ‖F =

√√√√∑
i,j

[
√
αi

(
m∑
l=1

x̂liMlj − ŷji

)]2

⇒ ||AM −B||2F =


√√√√∑

i,j

[
√
αi

(
m∑
l=1

x̂liMlj − ŷji

)]2
2

⇒ ||AM −B||2F =
∑
i,j

[
√
αi

(
m∑
l=1

x̂liMlj − ŷji

)]2

⇒ ||AM −B||2F =
∑
i,j

αi

(
m∑
l=1

x̂liMlj − ŷji

)2

,

com i ∈ {1, 2, · · · , k} e j ∈ {1, 2}. Podemos reescrever a norma como

||AM −B||2F =

k∑
i=1

αi

(
m∑
l=1

x̂liMlj − ŷ1i

)2

+

k∑
i=1

αi

(
m∑
l=1

x̂liMlj − ŷ2i

)2

. (3.15)

De (3.12), temos que

x̂iM =
[
x̂1i x̂2i · · · x̂mi

]
1×n


M11 M12

M21 M22

...
...

Mm1 Mm2


m×2

=
[(
x̂1iM11 + x̂2iM21 + · · ·+ x̂mi Mm1

) (
x̂1iM12 + x̂2iM22 + · · ·+ x̂mi Mm2

)]
1×2

=

[
m∑
l=1

x̂liMl1

m∑
l=1

x̂liMl2

]
1×2

⇒ x̂iM − ŷi =

[
m∑
l=1

x̂liMl1 − ŷ1i
m∑
l=1

x̂liMl2 − ŷ2i

]
1×2

e aplicando a norma euclidiana a essa última matriz, temos

||x̂iM − ŷi|| =

√√√√( m∑
l=1

x̂liMl1 − ŷ1i

)2

+

(
m∑
l=1

x̂liMl2 − ŷ2i

)2

⇒ ||x̂iM − ŷi||2 =


√√√√( m∑

l=1

x̂liMl1 − ŷ1i

)2

+

(
m∑
l=1

x̂liMl2 − ŷ2i

)2

2

⇒ ||x̂iM − ŷi||2 =

(
m∑
l=1

x̂liMl1 − ŷ1i

)2

+

(
m∑
l=1

x̂liMl2 − ŷ2i

)2

.
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Tendo em vista a equação (3.8), multiplicando a norma acima por αi e tomando a soma de 1 até k, obtemos

E =

k∑
i=1

αi ||x̂iM − ŷi||2 =

k∑
i=1

αi

( m∑
l=1

x̂liMl1 − ŷ1i

)2

+

(
m∑
l=1

x̂liMl2 − ŷ2i

)2


=

k∑
i=1

αi

(
m∑
l=1

x̂liMl1 − ŷ1i

)2

+

k∑
i=1

αi

(
m∑
l=1

x̂liMl2 − ŷ2i

)2

.

Portanto, de (3.15), temos

E =

k∑
i=1

αi ||x̂iM − ŷi||2 =

k∑
i=1

αi

(
m∑
l=1

x̂liMl1 − ŷ1i

)2

+

k∑
i=1

αi

(
m∑
l=1

x̂liMl2 − ŷ2i

)2

= ||AM −B||2F ,

o que torna válida a forma matricial como apresentada em (3.9).

Dessa maneira, o problema inicial de minimização de (3.1) agora se torna a minimização de (3.9)

‖ AM −B ‖2F , sujeito a MTM = I,

que é um caso de Problema Ortogonal de Procrustes, pois se trata justamente de minimizar a expressão

acima. A solução do problema mostra que a matriz M de (3.9) é dada por

M = UV, ATB = UDV, (3.16)

em que AT é a matriz transposta de A e U,D e V são as matrizes obtidas através da Decomposição em

Valores Singulares da matriz ATB.

Por fim, a partir da função fx definida em (3.1) e de t = ỹ− x̃M em (3.7), a projeção y de uma instância

x é dada por

y = fx(x) = xM + t = xM + ỹ − x̃M = (x− x̃)M + ỹ

⇒ y = (x− x̃)M + ỹ. (3.17)

Calculando y = fx(x) para todas as instâncias de X , podemos construir a matriz Y cujo número de linhas

é igual ao número m de instâncias de X e o número de colunas é igual a 2, pois cada coluna representa a

coordenada de um eixo do plano.

Desse modo, podemos descrever o algoritmo da LAMP da seguinte maneira:

Dado um conjunto de dados X em forma de uma matriz onde cada linha é uma instância x, o usuário

toma algumas instâncias de X e monta uma nova matriz Xs dos pontos de controle. Esses pontos de controle

devem ser projetados pelo usuário no plano da maneira que desejar, de modo que o conjunto de projeções é

a matriz Ys das projeções dos elementos de Xs no plano.

Para cada instância x do conjunto X , ou seja, para cada linha de X :

1. Calcular os pesos αi pela equação (3.2);

2. Calcular x̃ e ỹ pela equação (3.7);

3. Construir as matrizes A e B pela equação (3.10);

4. Calcular a Decomposição em Valores Singulares UDV da matriz ATB e M = UV , pela equação (3.16);

5. Calcular a projeção no plano y = (x− x̃)M + ỹ pela equação (3.17).
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4 Resultados e discussão

Um instrumento que pode ser usado para medir a qualidade da projeção no espaço visual é a função de

stress dada por

S =

∑
ij

(
dij − d̄ij

)2∑
ij d

2
ij

,

em que dij é a distância entre as projeções de pi e pj no espaço original e d̄ij é a distância entre pi e pj no

espaço visual (R2), sendo pi e pj duas instâncias do conjunto X . Em outras palavras, a função de stress faz

uma comparação entre as distâncias das instâncias no espaço original e no espaço visual.

Quanto maior é o valor de S, maior é a discrepância entre o posicionamento das instâncias no espaço

visual em relação às posições das instâncias no espaço original.

Utilizando cinco diferentes conjuntos de dados, cada um com diferentes dimensões, com um número

pequeno de pontos de controle e escolhendo os pontos de controle de uma maneira arbitrária, obteve-se

os resultados apresentados na Tabela 1, onde, da esquerda para a direta, apresentam-se o nome, o tamanho

(quantidade de instâncias), a dimensão (quantidade de variáveis), quantidade de pontos de controle e o stress.

Tabela 1 – Conjuntos de dados e stress dos cinco conjuntos de dados.

Nome Tamanho Dimensão Controle Stress
Arco 150 4 9 0.031900946601447024
Iris 150 4 9 3.084002973708252

Wine 178 13 9 0.6815490432440516
Wdbc-std 569 30 8 0.2062705559497592

Mammals1k 1000 72 12 0.8351425993535158

Fonte: O autor. Conjuntos de dados dispońıveis em: https://archive.ics.uci.edu/ml/datasets.html. (Acesso
em 09/12/2018).

Arco é um conjunto de dados artificial com 150 instâncias e quatro atributos. Esse conjunto foi criado

de modo a separar as classes duas a duas, ou seja, se a projeção de Arco estiver com as classes misturadas,

a escolha do posicionamento dos pontos de controle foi feita de maneira ruim. A Figura 4 mostra o posi-

cionamento escolhido para os pontos de controle de Arco e sua projeção. Na Figura 4a, podemos ver que

as classes foram bem separadas no posicionamento dos pontos de controle, dessa maneira, espera-se que as

classes na projeção das instâncias estejam todas separadas, já que Arco possui as classes separadas duas a

duas no espaço original.

O conjunto de dados Wine contém 178 instâncias, 13 atributos e três classes. Os dados são resultado

de uma análise qúımica de vinhos produzidos em uma mesma região da Itália, porém de três produtores

diferentes, que são as classes. Os atributos dão alguns dados dos vinhos, como quantidade de álcool, magnésio

e intensidade da cor. Na Figura 5a, vemos que as classes foram bem separadas nos pontos de controle.

Entretanto, a projeção da Figura 5b e o valor do stress de Wine na Tabela 1 indicam que esses dados estão

embaralhados no espaço original. Assim, apesar de escolher posicionar as classes separadamente, a projeção

tende a misturá-las.

Wdbc-std é um conjunto de dados onde cada instância contém dados do núcleo de uma célula obtida em

um exame de mama. Com um total de 569 instâncias, 30 atributos e duas classes que classificam cada célula
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Figura 4 – Conjunto de dados Arco.

(a) Pontos de controle de Arco. (b) Projeção de Arco.

Fonte: O autor.

Figura 5 – Conjunto de dados Wine.

(a) Pontos de controle de Wine. (b) Projeção de Wine.

Fonte: O autor.

como maĺıgna ou beńıgna, o conjunto de dados traz informações como raio, textura, peŕımetro e área do

núcleo da célula. A Figura 6a mostra como separamos as duas classes esperando ver dois agrupamentos: um

com células maĺıgnas e outro com células beńıgnas. Na Figura 6b podemos ver que, apesar de não estarem

totalmente separadas, esse posicionamento dos pontos de controle conseguiu criar uma projeção que separa

as células maĺıgnas das beńıgnas, com uma interseção entre as duas classes no centro do plano.

O conjunto de dados Mammals1k possui atributos reais, 1000 instâncias, quatro classes e 72 atributos.

O conjunto apresenta animais quadrúpedes gerados artificialmente com base em protótipos reais distribúıdos

em cachorros, gatos, cavalos e girafas de modo que os atributos são informações sobre o corpo dos animais.
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Figura 6 – Conjunto de dados Wdbc-std.

(a) Pontos de controle de Wdbc-std. (b) Projeção de Wdbc-std.

Fonte: O autor.

Na Figura 7a, tentamos separar as quatro classes duas a duas, tendo em vista que os quatro animais têm

grandes diferenças nos atributos. A Figura 7b evidencia a separação das classes.

Figura 7 – Conjunto de dados Mammals1k.

(a) Pontos de controle de Mammals1k. (b) Projeção de Mammals1k.

Fonte: O autor.

Iris é um conjunto de dados cujos atributos são reais com 150 instâncias, divididas igualmente entre as

três classes, e quatro atributos (variáveis). Cada instância desse conjunto é uma espécie da flor Iris, onde a

primeira coluna é o comprimento da sépala de cada flor; a segunda coluna é a largura da sépala de cada flor;

a terceira coluna é o comprimento da pétala de cada flor e a quarta coluna é a largura da pétala de cada

flor. Todas essas medidas estão dadas em cent́ımetros. As flores se separam em três classes diferentes: Iris

setosa, Iris versicolour e Iris virginica de modo que a primeira se separa completamente das outras duas, mas
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a terceira não se separa totalmente da segunda.

Figura 8 – Conjunto de dados Iris.

(a) Pontos de controle de Iris. (b) Projeção de Iris.

Fonte: O autor.

Percebe-se um valor muito alto do stress do conjunto de dados Iris. Pode-se inferir que o posicionamento

dos pontos de controle no espaço visual foi feito de maneira pouco fiel em relação ao posicionamento das

instâncias de Iris no espaço original. Ou seja, a projeção apresentada na Figura 8b é uma projeção pobre no

que diz respeito à preservação das distâncias entre os pontos.

A Figura 9a apresenta um novo posicionamento dos pontos de controle de Iris feito após algumas tentati-

vas. O critério utilizado para reposicionar os pontos de controle foi medir o valor do stress em cada tentativa,

até chegar a um valor satisfatório definido pelo usuário. Percebe-se uma que a projeção da Figura 9b produz

um número de stress bem mais baixo do que o anterior. A comparação entre o stress de Iris e o stress de

Iris - Modificado pode ser vista na Tabela 2, com o aux́ılio das Figuras 8 e 9, onde é posśıvel notar a enorme

redução do stress de Iris após uma nova escolha de posicionamento dos pontos de controle.

Tabela 2 – Conjuntos de dados e stress de Iris - Modificado.

Nome Tamanho Dimensão Controle Stress
Iris 150 4 9 3.084002973708252

Iris - Modificado 150 4 9 0.029324929639849298

Fonte: O autor.

Isso mostra como a interação do usuário é relevante na execução da LAMP. Um mesmo conjunto de dados

utilizando os mesmos pontos de controle pode gerar projeções diferentes, sendo o usuário capaz de determinar

a melhor maneira de posicionar seus pontos de controle e medir a qualidade da sua escolha através de métricas

como o stress.
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(a) Pontos de controle de Iris - Modificado. (b) Projeção de Iris - Modificado.

Figura 9 – Conjunto de dados Iris - Modificado.
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5 Conclusão

Este trabalho teve o objetivo de estudar a técnica de projeção multidimensional LAMP. Dessa maneira,

foram apresentados os conceitos matemáticos fundamentais para o desenvolvimento da técnica, além de

termos conseguido exibir alguns resultados através da análise da aplicação do algoritmo em alguns conjuntos

de dados. O detalhamento das contas, apresentado aqui, contribui para melhor compreensão da LAMP, já

que isso é omitido no artigo original.

Como Trabalho de Conclusão de Curso, o intuito era iniciar meus estudos na área de matemática apli-

cada a computação gráfica. As contibuições para a minha formação foram muito importantes, levando em

consideração tudo que aprendi sobre programação e como se usa matemática para solucionar problemas com-

putacionais. Percebo que este estudo inicial foi um importante primeiro passo para os próximos estudos a

serem desenvolvidos.





Apêndices
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APÊNDICE A – Código da LAMP

Este foi o algoritmo usado para a implementação da LAMP em Python 3.



import numpy as np
import matplotlib.pyplot as plt

data = np.loadtxt("iris.data")           # Conjunto de dados X
data_class = data[:, -1]                 # Última coluna que classifica cada 
instância
sample = [1,10,40,63,72,95,118,129,142]  # Amostras escolhidas pelo usuário.
                                         # Cada entrada é o número de uma linha 
de X

sample_projection = np.array([
    [0.,0],
    [1,0],
    [0,1],
    [10,10],
    [11,10],
    [10,11],
    [10,0],
    [11,0],
    [10,1],
    ])                                # Projeção Ys das amostras
tol = 1e-10                           # Definição do "zero"
infty = 1e20                          # Definição de "infinito"

""" Impressão dos pontos de controle """
fig1 = plt.scatter(sample_projection[:, 0], sample_projection[:, 1], c = 
data_class[sample], edgecolor ="black", s = 40)
fig1.set_cmap("Set1")
fig1.axes.get_xaxis().set_visible(False)
fig1.axes.get_yaxis().set_visible(False)
plt.show()

""" Inicializar as variáveis mais importantes """
X = data[:, :-1]                      # Nomeando o conjunto de dados como X
Xs = X[sample, :]                     # Conjunto de amostras Xs
(ninst, dim) = X.shape                # Tamanho de X (número de instâncias de X,
dimensão das instâncias)
k = len(sample)                       # Quantidade de instâncias (linhas de Xs)
Ys = sample_projection                # Nomeando o conjunto das projeções ocmo 
Ys
projection = np.zeros((ninst, 2))     # Matriz da projeção dos pontos y

for p in range(ninst):
    """ Calcular os pesos alphai em eq(2) """
    alpha = np.zeros(k)
    for i in range(k):
        if(np.linalg.norm(Xs[i] - X[p]) < tol):
            alpha[i] = infty          # Coloca peso "infinito" para quando Xi = 
X e evita divisão por 0
        else:
            alpha[i] = 1.0 / (np.linalg.norm(Xs[i] - X[p]))**2

    """ Calcular x~ y y~ em eq(7) """



    xtil = np.zeros(dim)                  # Inicializa x~ dimensão m=5 com zeros
    ytil = np.zeros(2)                    # Inicializa y~ dimensão 2 com zeros
    for i in range(k):
        xtil += (np.dot(alpha[i], Xs[i])) / sum(alpha)
        ytil += (np.dot(alpha[i], Ys[i])) / sum(alpha)

    """ Calcular x^ e y^ em eq (8) """
    xhat = np.zeros((k, dim))             # Inicializa x^ kxm
    yhat = np.zeros((k, 2))               # Inicializa y^ kx2
    for i in range(k):
        xhat[i] = Xs[i] - xtil
        yhat[i] = Ys[i] - ytil

    """ Calcular a forma matricial com A e B em (9) """
    A = np.zeros((k, dim))                # Inicializa A kxm
    B = np.zeros((k, 2))                  # Inicializa B kx2
    for i in range(k):
        A[i] = np.dot(np.sqrt(alpha[i]), xhat[i])
        B[i] = np.dot(np.sqrt(alpha[i]), yhat[i])

    """ Calcular a SVD de A^{T}B para encontrar M = UV """
    U, D, V = np.linalg.svd(np.dot(A.T, B))
    VV = np.zeros((dim, 2))               # O produto de UV não pode ser feito, 
pois U é ordem 5
                                          # e V é ordem 2
    for i in range(2):
        VV[i] = V[i]
        
    M = np.dot(U,VV)

    """ Calcular as projeções y = (x - xtil)M + ytil """
    projection[p] = np.dot(X[p]-xtil, M) + ytil

""" Cálculo do stress """
dij = np.zeros((ninst, ninst))
dij_barra = np.zeros((ninst, ninst))

def distance(a, b):
    return np.linalg.norm(a-b)

def matrix_distance(a, b):
    c = np.zeros((ninst, ninst))
    d = np.zeros((ninst, ninst))
    for i in range(ninst):
        for j in range(ninst):
            c[(i, j)] = distance(a[i], a[j])
            d[(i, j)] = distance(b[i], b[j])
    return (c,d)

def stress(a, b):
    aux = a - b
    return np.sum(aux**2) / np.sum(a**2)

dij, dij_barra = matrix_distance(X, projection)



s = stress(dij, dij_barra)
print('stress: ' + str(s))

""" Impressão dos pontos y """
fig = plt.scatter(projection[:, 0], projection[:, 1], c = data_class, edgecolor 
="black", s = 40)
fig.set_cmap("Set1")
fig.axes.get_xaxis().set_visible(False)
fig.axes.get_yaxis().set_visible(False)
plt.show()
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//books.google.com.br/books?id=mlOa7wPX6OYC〉.

GOWER, J. C.; DIJKSTERHUIS, G. Procrustes Problems. [S.l.]: Oxford UniversityPress, 2014. ISBN
019851058610987654321.

JOIA, P. et al. Local affine multidimensional projection. 2011.
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